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Abstrak 

 
Penelitian ini bertujuan untuk meningkatkan efisiensi dan akurasi manajemen stok farmasi dengan mengevaluasi 

efektivitas peramalan dari tiga algoritma deret waktu yang populer — XGBoost, GRU, dan Prophet — pada data 

penjualan obat. Masalah utama dalam manajemen stok farmasi adalah ketidakakuratan peramalan, yang dapat 

menyebabkan kehabisan stok atau kelebihan inventaris, sehingga berdampak pada biaya operasional dan 

kepuasan pelanggan. Berdasarkan hasil evaluasi menggunakan berbagai metrik, XGBoost menunjukkan 

performa terbaik dengan nilai MSE terendah sebesar 16,1885, RMSE sebesar 4,0234, MAE sebesar 2,6427, 

MAPE sebesar 4,3535%, dan R-Squared sebesar 0,9646 pada rasio data latih sebesar 60%. Sebaliknya, GRU dan 

Prophet menunjukkan hasil yang kurang stabil, dengan nilai kesalahan prediksi lebih tinggi di seluruh metrik. 

Temuan ini memberikan kontribusi signifikan bagi manajemen rantai pasok farmasi dengan mendukung strategi 

berbasis data yang dapat meningkatkan efisiensi operasional dan kepuasan konsumen. 
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Performance Analysis of XGBoost, GRU, and Prophet Algorithms in Drug Sales 

Forecasting for Pharmaceutical Supply Chain Optimization 
 

Abstract 
 

This research aims to improve the efficiency and accuracy of pharmaceutical stock management by evaluating 

the forecasting effectiveness of three popular time series algorithms - XGBoost, GRU, and Prophet - on drug 

sales data. A key issue in pharmaceutical stock management is forecasting inaccuracy, which can lead to stock-

outs or excess inventory, thus impacting operational costs and customer satisfaction. Based on the evaluation 

results using various metrics, XGBoost showed the best performance with the lowest MSE value of 16.1885, 

RMSE of 4.0234, MAE of 2.6427, MAPE of 4.3535%, and R-Squared of 0.9646 at a training data ratio of 60%. 

In contrast, GRU and Prophet showed less stable results, with higher prediction error values across all metrics. 

These findings make a significant contribution to pharmaceutical supply chain management by supporting data-

driven strategies that can improve operational efficiency and customer satisfaction. 

 

Keywords: Drug Sales, GRU, Machine Learning, Prophet, XGBoost. 

 

1. PENDAHULUAN 

Sistem pengendalian persediaan obat yang tidak efektif dapat mengakibatkan terjadinya stockout atau 

kelebihan stok, yang berdampak langsung pada biaya operasional dan kualitas layanan kesehatan. Penelitian di 

RSUP Dr. Sardjito Yogyakarta menunjukkan bahwa penerapan metode Minimum-Maximum Stock Level 

(MMSL) dapat meningkatkan efisiensi melalui pengurangan nilai persediaan sebesar 42,7% dan menurunkan 

kejadian stockout secara signifikan [1]. Namun, di era JKN, tantangan dalam rantai pasok farmasi semakin 

kompleks. Industri farmasi di Indonesia menghadapi ketidaksesuaian antara permintaan dan kebutuhan, yang 

sering kali meningkatkan risiko terjadinya overstock atau stockout. Selain itu, keterlambatan distribusi obat 

menjadi isu yang signifikan, terutama di wilayah dengan keterbatasan akses transportasi [2]. Hal ini menyoroti 

pentingnya pengelolaan rantai pasok yang terintegrasi untuk menjamin ketersediaan obat. 

Untuk mengatasi tantangan ini, penelitian sebelumnya telah membahas berbagai metode pengendalian 

persediaan, tetapi belum secara komprehensif membandingkan performa algoritma peramalan dalam konteks 

industri farmasi. Penelitian ini bertujuan untuk mengevaluasi efektivitas model peramalan tertentu dalam 

meningkatkan efisiensi rantai pasok farmasi, dengan fokus pada pengurangan stockout dan overstock. 
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Subramanian (2021), yang mencatat bahwa titik lemah dalam rantai pasokan kesehatan, terutama dalam 

peramalan permintaan, menimbulkan masalah serius di negara-negara berpenghasilan rendah dan menengah, 

semakin menekankan pentingnya peramalan yang akurat [3]. Studi ini menekankan bahwa memaksimalkan 

penggunaan sumber daya, mengurangi inefisiensi, dan meningkatkan aksesibilitas layanan kesehatan, semuanya 

bergantung pada peramalan yang akurat. 

Menurut Chauhan dkk. (2023), teknologi yang muncul seperti Blockchain, IoT, Cloud Computing, Artificial 

Intelligence juga menunjukkan potensi untuk merevolusi manajemen rantai pasokan [4]. Meskipun studi lebih 

lanjut diperlukan untuk mengeksplorasi potensi pemanfaatan teknologi ini dalam memajukan praktik-praktik 

berkelanjutan, integrasi keduanya meningkatkan efisiensi operasional, meningkatkan transparansi, dan 

menyelaraskannya dengan tujuan-tujuan keberlanjutan. 

Demikian pula Oubrahim dkk. (2023) dan Ma dkk. (2023) menekankan peran penting transformasi digital 

dalam mencapai kinerja rantai pasokan yang berkelanjutan [5], [6]. Sementara Oubrahim dkk. Mengeksplorasi 

dampaknya dalam perusahaan manufaktur Maroko, menyoroti efek mediasi dari integrasi rantai pasokan, Ma 

dkk. Berfokus pada sektor farmasi. Yang mana hal tersebut menggarisbawahi pentingnya teknologi digital dalam 

mengatasi tantangan logistik, meningkatkan transparansi, dan memastikan ketahanan melalui peningkatan 

berbagi informasi dan penelusuran. 

Keseluruhan penelitian terdahulu ini memperkuat pentingnya memanfaatkan teknik peramalan yang 

canggih dan transformasi digital untuk membangun rantai pasokan yang berkelanjutan dan efisien dalam industri 

farmasi. Di antara teknologi algoritma peramalan yang paling praktis dan popular adlaah XGBoost, GRU, dan 

Prophet. 

Memprediksi akurasi performa algoritma XGBoost yang terkenal dengan teknik boosting. Sebagai contoh, 

Bengo Jange dkk. (2022) melakukan penelitian peramalan stok harga Bank BCA dengan nilai MAPE 4.01% [7], 

Dengan mencapai akurasi yang tinggi Mirxat Alim dkk. (2020) menggunakan XGBoost untuk membandingkan 

akurasinya dengan ARIMA dalam memproyeksikan serangkaian kasus brucellosis temporal di Tiongkok dan 

menemukan bahwa XGBoost mengungguli ARIMA [8].  

Selain XGBoost, algoritma GRU bekerja dengan baik untuk prediksi deret waktu. Abumohsen dan  Owda 

(2023) menyelidiki keampuhan tiga algoritma yang berbeda dalam memperkirakan beban listrik Palestina. Hasil 

penelitian menunjukkan bahwa algoritma GRU mengungguli algoritma lainnya, dengan nilai R-Squared sebesar 

90.228%  [9]. Chi Chen dkk. (2023) menganalisis prediksi penjualan pasar saham algoritme GRU untuk 

Tiongkok terhadap algoritme lain seperti DNN, RNN, dan LSTM tergantung pada metode yang mereka gunakan. 

Hasilnya menunjukkan bahwa GRU mengungguli para pesaingnya [10]. 

Selain XGBoost dan GRU, algoritma Prophet, yang dikembangkan oleh Facebook, juga banyak digunakan 

untuk peramalan deret waktu, khususnya untuk data yang menunjukkan kecenderungan spesifik dan tren 

musiman [11]. Penlitian yang dilakukan Rezqie Hardi Pratama and Putu Harry Gunawan (2024) melakukan 

penlitian peramalan jumlah tayangan YouTube dengan hasil R-squared 0.39 [12]. Penelitian lain juga dilakukan 

Christophorus Beneditto Aditya Satrio dkk. (2021) dengan menggunakan algoritma Prophet untuk meramalkan 

kasus COVID-19,  Prophet melampaui ARIMA dalam prediksi jumlah kasus terkonfirmasi di Indonesia [13].  

Dengan mempertimbangkan keuntungan dan kendala yang diidentifikasi dalam penelitian sebelumnya, 

penelitian ini berusaha untuk menilai performa prediksi dari XGBoost, GRU, dan Prophet untuk penjualan obat. 

Di antara beberapa kriteria yang akan digunakan dalam evaluasi adalah MAE, RMSE, MAPE, dan R-squared. 

Selain menawarkan berbagai macam model prediksi yang lebih akurat untuk peramalan penjualan obat, 

tujuannya adalah untuk memberikan saran yang berguna bagi bisnis farmasi dalam mengoptimalkan manajemen 

pasokan dan operasi rantai pasokan. 

2. METODE PENELITIAN 

Proses penelitian ini dijelaskan dalam ilustrasi Flowchart pada Gambar 1. Langkah pertama adalah 

menyiapkan dataset penjualan obat dari apotek yang mencakup periode 2014 hingga 2019. Selanjutnya, 

persiapan data dilakukan, di mana dataset dibagi menjadi data pelatihan dan data pengujian. Setelah pembagian 

dataset, setiap model diterapkan, diikuti dengan evaluasi dan perbandingan model untuk mengidentifikasi model 

dengan kinerja terbaik. 

Dengan menggunakan flowchart, peneliti dapat mengenali setiap komponen penting, memastikan tidak ada 

tahapan yang terlewatkan, serta meningkatkan efisiensi dan keberhasilan penelitian. Flowchart juga 

memudahkan peneliti dalam mengidentifikasi titik-titik keputusan yang krusial, seperti pemilihan metode 

analisis atau strategi pengolahan data, sehingga penelitian dapat berlangsung sesuai dengan rencana yang telah 

ditetapkan pada Gambar 1. 
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Gambar 1. Alur Penelitian 

2.1. Dataset dan Preprocesing 

Dataset mencakup rentang waktu dari 2 Januari 2014 hingga 8 Oktober 2019 dengan total 2106 baris 

transaksi penjualan obat pada salah satu industri farmasi di  Niš, Serbia yang tersedia pada situs Kaggle dan 

sudah dilakukan data cleanning seperti outlier dan missing value [14].. Transaksi-transaksi ini dikategorikan ke 

dalam delapan kelas obat yang berbeda, yang diidentifikasi dengan kode obat standar: “M01AB, M01AE, 

N02BA, N02BE/B, N05B, N05C, R03, dan R06”, serta 1 kolom untuk tanggal penjualan (datum). Dataset yang 

digunakan dalam penelitian ini mencakup beberapa kolom utama yang menjelaskan kategori dan deskripsi obat, 

seperti pada Tabel 2 berikut: 

 

Tabel 1. Deskripsi Dataset 

Kolom Deskripsi 

datum Tanggal  

M01AB Produk antiinflamasi dan antirematik, non-steroid, turunan asam asetat dan zat terkait 

M01AE Produk antiinflamasi dan antirematik, non-steroid, turunan asam propionat 

N02BA Analgesik dan antipiretik lainnya, asam salisilat dan turunannya 

N02BE/B Analgesik dan antipiretik lainnya, pirazolon dan anilida 

N05B Obat psikotropika, obat ansiolitik 

N05C Obat psikotropika, obat hipnotik dan sedatif 

R03 Obat untuk penyakit saluran napas obstruktif 

R06 Obat untuk mengobati kondisi alergi 

2.2. Data Preparation 

Dataset kemudian dibagi menjadi data pelatihan dan data pengujian sesuai dengan rasio yang ditentukan, 

yaitu 80%:20%, 60%:40%, dan 40%:60%. Dengan menerapkan berbagai rasio pembagian dataset, diharapkan 

dapat diperoleh pemahaman yang lebih komprehensif mengenai pengaruh proporsi data pelatihan dan pengujian 

terhadap performa model. 

2.3. Implementasi Model 

Penelitian ini menggunakan tiga algoritma peramalan, yaitu XGBoost, GRU dan Prophet. Implementasi 

algoritma dilakukan dengan parameter tuning untuk memastikan performa optimal. Setiap algoritma diuji pada 

dataset yang sama untuk memastikan konsistensi perbandingan. 

Extreme Gradient Boosting, umumnya disebut sebagai XGBoost, adalah metode pembelajaran mesin yang 

ampuh yang diakui untuk akurasi dan efisiensi yang tinggi dalam banyak penggunaan. Ini menciptakan pohon 

keputusan berurutan di mana setiap pohon bertujuan untuk memperbaiki kesalahan pendahulunya. Melalui 

proses berulang ini, XGBoost terus meningkatkan kinerja prediktifnya dengan menyempurnakan model untuk 

mengurangi kesalahan, membuatnya sangat efektif untuk tantangan prediksi yang rumit [15]. Berikut rumus 

yang mendasari XGBoost: 

𝑂𝑏𝑗 =  ∑ 𝐿(𝑦𝑖 , �̌�𝑖)
𝑛
𝑖=1 +  ∑ 𝛺(𝑓𝑡)𝑇

𝑡=1  (1) 

Dimana ∑ 𝐿(𝑦𝑖 , �̌�𝑖)
𝑛
𝑖=1  kesalahan diukur dengan total kesalahan prediksi dibandingkan dengan nilai 

prediksi. Secara khusus ∑ 𝛺(𝑓𝑡)𝑇
𝑡=1  adalah penalti kompleksitas yang mencegah model menjadi terlalu kompleks 

dengan menambahkan terlalu banyak pohon atau node [16]. 

Gated Recurrent Unit (GRU) adalah algoritma yang berasal dari pendekatan Recurrent Neural Network 

(RNN), yang memiliki kemiripan dengan rangkaian Long Short-Term Memory (LSTM). Dibandingkan dengan 
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LSTM, GRU memiliki desain yang lebih praktis. Perkalian berulang dari proses Backpropagation Through Time 

(BPTT) menyebabkan masalah termasuk Vanishing dan Exploding Gradients yang biasanya dialami oleh RNN 

konvensional. GRU menggunakan gerbang untuk mengatur aliran informasi di seluruh jaringan untuk menangani 

masalah ini [17]. Rumus utama dari GRU sebagai berikut: 

a. Update Gate 

𝑧𝑡  =  𝜎(𝑊𝑧 × ℎ𝑡−1 + 𝑈𝑧 × 𝑥𝑡) (2) 

Dimana W_z   dan  h_t adalah sesuatu yang dipelajari selama pelatihan, , h_(t-1) adalah hidden state dari 

langkah waktu sebelumnya, dan x_t adalah input untuk langkah waktu saat ini [18]. 

b. Reset Gate 

𝑟𝑡   =  𝜎(𝑊𝑟 × ℎ𝑡−1 + 𝑈𝑟 × 𝑥𝑡) (3) 

Di mana W_r dan U_r juga merupakan parameter yang dipelajari selama proses pelatihan [18]. 

c. Candidate Hidden State 

𝑐𝑡  =  𝑡𝑎 𝑛 ℎ(𝑊𝑐 × ℎ𝑡−1 + 𝑈𝑐 × 𝑥𝑡) (4) 

Di mana W_r dan U_r lagi-lagi juga merupakan parameter yang dipelajari selama proses pelatihan [18]. 

d. Hidden State 

ℎ𝑡  = (1 − 𝑧𝑡) × ℎ𝑡−1 + 𝑧𝑡 × 𝑐𝑡 (5) 

Jadi, kita dapat menambahkan informasi dari hidden state sebelumnya dan input saat ini untuk mengubah 

hidden state [18]. 

Prophet adalah algoritma peramalan yang dikembangkan oleh Facebook untuk mengatasi tantangan dalam 

menghasilkan prediksi di berbagai rangkaian waktu. Algoritme ini menggabungkan pemodelan yang fleksibel 

dan dikombinasikan dengan analisis kinerja yang kuat bagi pengguna untuk menggunakan metode yang mudah 

dan kuat dalam menghasilkan prakiraan yang bahkan dapat dilakukan tanpa memerlukan metode deret waktu 

sebelumnya dari pengguna [11]. Berikut rumus dari algoritma Prophet: 

𝑦(𝑡) = 𝑔(𝑡) + 𝑠(𝑡) + ℎ(𝑡)+∈ (𝑡) (6) 

Dimana y(t) adalah keluaran prediksi dari model dan Rumus yang digunakan untuk masing-masing 

algoritma Prophet adalah seperti yang ditunjukkan di berikut ini. Dimana g(t) adalah jangka waktu linier untuk 

beberapa interval waktu, dan s(t) adalah komponen musiman yang ingin kita perhitungkan, apakah itu siklus 

mingguan, bulanan, atau tahunan. h(t) untuk liburan atau acara khusus lainnya, dan ∈(t) adalah error term dari 

data [19]. 

2.4. Evaluasi Metrik 

Penulis menggunakan beberapa ukuran penilaian dalam penelitian ini untuk membantu mengevaluasi 

kinerja masing-masing model. Berikut penjelasan metrik evaluasi yang digunakan: 

Mean Squared Error (MSE) adalah suatu ukuran statistik yang menganalisis seberapa akurat suatu model 

dapat memprediksi suatu nilai dengan menentukan rata-rata perbedaan kuadrat antara nilai yang diprediksi dan 

nilai yang diamati. Nilai MSE yang lebih rendah menunjukkan akurasi yang lebih tinggi untuk model tersebut 

karena menunjukkan seberapa baik nilai prediksi sesuai dengan data aktual. Mean Squared Error (MSE) 

menonjolkan perbedaan yang signifikan karena mekanisme kuadrat menghasilkan penilaian menyeluruh 

terhadap presisi prediksi [20]. Berikut rumus MSE: 

𝑀𝑆𝐸 =  
1

𝑛
∑ (𝑦𝑖 − �̌�𝑖)

2𝑛
𝑖=1  (7) 

Dimana 𝑛 adalah jumlah total sampel dalam dataset, 𝑦𝑖 adalah nilai target aktual untuk contoh i, yang 

berarti variabel ruangan yang ingin kita prediksi. Sebaliknya, �̌�𝑖 menunjukkan nilai yang diprediksi oleh model 

untuk sampel ke-i [21]. 

Root Mean Squared Error (RMSE) adalah persamaan yang menekankan kesalahan yang lebih besar dengan 

mengkuadratkan perbedaannya, sehingga sangat berguna untuk mengidentifikasi model dengan kesalahan 

peramalan yang cukup besar [22]. Rumus dari RMSE sebagai berikut: 
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𝑅𝑀𝑆𝐸 =  √
1

𝑛
∑ (𝑦𝑖 − �̌�𝑖)2𝑛

𝑖=1  (8) 

Mirip dengan MSE, RMSE hanyalah akar kuadrat dari hasil perhitungan MSE [23]. 

Mean Absolute Error (MAE) adalah statistik utama untuk mengevaluasi kualitas model regresi dengan 

mengukur ukuran rata-rata kesalahan prediksi, terlepas dari arahnya. Mean absolute error (MAE) adalah rata-rata 

perbedaan absolut antara nilai aktual dan prediksi; MAE adalah ukuran yang jelas mengenai seberapa baik 

model, karena memberikan gambaran mengenai seberapa jauh prediksi dalam unit yang mudah ditafsirkan dari 

data. Ini terutama mewakili jarak rata-rata prediksi dari nilai aktual dan karenanya merupakan indikator yang 

mudah untuk mengukur kinerja model. Nilai MAE yang lebih rendah menunjukkan kinerja model yang lebih 

baik dengan kesalahan prediksi yang lebih kecil. Berikut rumus MAE: 

𝑀𝐴𝐸 =  
1

𝑛
∑ |𝑦𝑖 − �̂�𝑖|

𝑛
𝑖=1  (9) 

Dimana “n” di sini berarti jumlah sampel atau observasi dalam dataset tersebut. 'y_i' adalah semua target 

aktual atau nyata untuk pengamatan ke-i yang ingin diprediksi. Sebaliknya, �̌�𝑖 menunjukkan nilai prediksi yang 

dihasilkan oleh model untuk sampel ke-i. Mean Absolute Error (MAE) dihitung dengan mengambil rata-rata 

perbedaan absolut antara nilai prediksi model dan nilai sebenarnya '𝑦𝑖 '. Model ini menilai kesalahan rata-rata 

model dengan hanya menekankan pada besarnya kesalahan, terlepas dari apakah kesalahan itu positif atau 

negatif sehingga menghasilkan skor non-negatif yang mewakili seberapa baik model tersebut memprediksi [24]. 

 “Mean Absolute Percentage Error” (MAPE) adalah rata-rata kesalahan prediksi dalam bentuk persentase. 

Berikut ini adalah rumus MAPE:  

𝑀𝐴𝑃𝐸 =  
1

𝑛
∑ |

𝑦𝑖−�̂�𝑖

𝑦𝑖
| × 100𝑛

𝑖=1  (10) 

Sama seperti MAE, kecuali bahwa ia harus dikalikan 100 untuk mendapatkan nilai persentase. 

R-squared atau “Koefisien Determinasi” adalah ukuran seberapa besar variasi dalam variabel dependen 

dapat dijelaskan oleh variabel independen (atau variabel) dalam model regresi. Nilai R-squared yang lebih tinggi 

menunjukkan bahwa model menjelaskan lebih banyak varians dalam data, yang berarti kecocokan yang lebih 

baik; ketika R-squared bergerak ke arah 1 berarti ini adalah indikasi bahwa sebagian besar variabilitas, dicakup 

dengan rentang yang kuat oleh model. Sebaliknya, nilai R-squared yang lebih rendah menunjukkan bahwa model 

tersebut tidak hanya tidak dapat menjelaskan semua (atau semua) varians variabel dependen kita, tetapi juga 

menunjukkan bahwa model ini kurang optimal. Metrik tersebut penting dalam menentukan seberapa baik model 

dapat menjelaskan, lihat kecocokan model untuk regresi [25]. Berikut rumus R-squared: 

𝑅2 = 1 −  
∑ (�̂�𝑖−𝑦𝑖)2𝑛

𝑖=1

∑ (𝑦𝑖−�̅�)2𝑛
𝑖=1

 (11) 

Dimana ∑ (�̂�𝑖 − 𝑦𝑖)
2𝑛

𝑖=1  adalah bagian dari lingkungan yang dijelaskan (tidak diprediksi karena regressor 

ini tidak memprediksi apa pun pada tingkat ini) oleh model dan �̌�𝑖 nilai prediksi dari model regresi ∑ (𝑦𝑖 −𝑛
𝑖=1

�̅�)2 adalah total lingkungan di sekitar variabel dependen dan �̅� adalah rata-rata dari semua yang diamati 𝑦𝑖 [26]. 

3. HASIL DAN PEMBAHASAN 

3.1. Hasil Dataset dan Preprocesing 

Dataset yang peneliti gunakan adalah 2106 baris transaksi penjualan obat. Berikut Tabel 2 merupakan 

contoh dataset sebelum dilakukan preprocessing: 

 

Tabel 2. Sample Dataset 

datum M01AB M01AE N02BA N02BE N05B N05C R03 R06 

2014-01-02 0.0 3.67 3.4 32.40 7.0 0.0 0.0 2.0 

2014-01-03 8.0 4.00 4.4 50.60 16.0 0.0 20.0 4.0 

2014-01-04 2.0 1.00 6.5 61.85 10.0 0.0 9.0 1.0 

2014-01-05 4.0 3.00 7.0 41.10 8.0 0.0 3.0 0.0 

2014-01-06 5.0 1.00 4.5 21.70 16.0 2.0 6.0 2.0 

 

Tabel 2 menunjukkan sampel data penjualan harian untuk berbagai kategori obat. Setiap baris menunjukkan 

jumlah unit obat yang terjual untuk setiap kode obat pada tanggal tertentu. Sebagai contoh, pada tanggal 2 
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Januari 2014, tidak ada penjualan untuk kategori M01AB, tetapi ada 3,67 unit obat kategori M01AE yang 

terjual. Penjualan untuk semua kategori obat dijumlahkan untuk mendapatkan total penjualan yang tercatat di 

kolom quantity. 

 

Tabel 3. Hasil Penjumlahan Penjualan Obat 

datum quantity 

2014-01-02 48.7 

2014-01-03 107.00 

2014-01-04 91.35 

2014-01-05 66.10 

2014-01-06 58.20 

 

Tabel 3 menggambarkan total jumlah obat yang terjual setiap harinya, dihitung sebagai jumlah dari semua 

kategori obat. Sebagai contoh, pada tanggal 2 Januari 2014, total penjualan adalah 48,7 unit dari semua kategori 

obat. 

3.2. Hasil Data Preparation 

Pembagian data pelatihan dan pengujian dilakukan dengan berbagai rasio untuk mengevaluasi pengaruhnya 

terhadap performa model. Hasil pembagian data dapat dilihat pada Tabel 4 berikut: 

 

Tabel 4. Hasil Pembagian Data 

Ratio 
Pembagian data latih dan uji 

Data Latih Data Uji 

80%:20% 1682 421 

60%:40% 1261 842 

40%:60% 841 1262 

 

Tabel 4 menunjukkan hasil pembagian data berdasarkan tiga rasio yang diterapkan. Rasio 80%:20% 

menghasilkan 1682 baris data pelatihan dan 421 baris data pengujian. Sebaliknya, rasio 40%:60% menghasilkan 

lebih banyak data pengujian (1262 baris) dibandingkan data pelatihan (841 baris). Pembagian ini dilakukan 

untuk mengevaluasi bagaimana jumlah data pelatihan dan pengujian memengaruhi performa algoritma yang 

digunakan dalam penelitian. 

3.3. Hasil Implementasi Model dan Evaluasi Metrik 

Berikut ini adalah hasil implementasi tiga algoritma, yaitu XGBoost, GRU, dan Prophet, dengan evaluasi 

menggunakan metrik performa. 

 

Tabel 5. Hasil Implementasi Algoritma XGBoost 

Rasio MSE RMSE MAE MAPE R-Squared 

80%:20% 18.1041 4.2548 2.7484 4.2567 0.9656 

60%:40% 16.1885 4.0234 2.6427 4.3535 0.9646 

40%:60% 34.7368 5.8937 3.5284 24.6781 0.9288 

 

Pada Tabel 5 algoritma XGBoost menunjukkan performa terbaik pada rasio 60%:40%, dengan nilai MSE 

terendah 16.1885 dan R-Squared sebesar 0.9646. Rasio 40%:60% menunjukkan penurunan performa, dengan 

MSE lebih tinggi dan R-Squared lebih rendah dibandingkan rasio lainnya. 

 

Tabel 6. Hasil Implementasi Algoritma GRU 

Rasio MSE RMSE MAE MAPE R-Squared 

80%:20% 406.3263 20.1755 14.5747 22.0148 0.2284 

60%:40% 363.3715 19.0623 14.3345 25.2315 0.2056 

40%:60% 373.0148 19.3153 14.3195 24.6781 0.2359 

 

Tabel 6 menunjukkan algoritma GRU memiliki performa yang kurang optimal dibandingkan XGBoost, 

dengan MSE yang jauh lebih tinggi dan R-Squared yang lebih rendah. Performa terbaik tercatat pada rasio 

80%:20%, meskipun masih jauh dari optimal. 
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Tabel 7. Hasil Implementasi Algoritma Prophet 

Rasio MSE RMSE MAE MAPE R-Squared 

80%:20% 447.8139 21.1616 16.3079 28.1439 0.1496 

60%:40% 1992.3098 44.6352 38.1414 62.0087 -3.3553 

40%:60% 1018.4509 31.9131 27.0041 55.3006 -1.0862 

 

Pada Tabel 7 algoritma Prophet menunjukkan performa terburuk di antara ketiga algoritma yang diuji. 

Rasio 80%:20% memberikan hasil terbaik dengan MSE 447.8139 dan R-Squared sebesar 0.1496. Rasio lainnya 

menunjukkan performa yang lebih buruk dengan R-Squared negatif, mengindikasikan model kurang cocok untuk 

dataset ini. 

3.4. Diskusi 

Penelitian ini mendukung temuan Bengo Jange dkk dan Mirxat Alim dkk, yang menunjukkan keunggulan 

algoritma XGBoost dalam prediksi deret waktu berkat kemampuannya mengolah data dengan pola yang 

kompleks dan non-linear. Namun, berbeda dengan penelitian tersebut, studi ini turut mengevaluasi algoritma 

GRU dan Prophet, yang keduanya menunjukkan performa lebih rendah pada dataset yang digunakan.  

Kinerja Prophet yang buruk, terlihat dari nilai R-Squared negatif, menunjukkan bahwa model ini kurang 

mampu menangkap pola temporal yang signifikan dalam data farmasi. Di sisi lain, meskipun GRU dirancang 

untuk mengolah data sekuensial, algoritma ini tidak mampu mengungguli XGBoost pada berbagai rasio 

pembagian data latih dan uji. 

Hasil penelitian ini menyoroti pentingnya memilih algoritma yang sesuai dengan karakteristik data dalam 

rantai pasok farmasi. Penerapan algoritma XGBoost diharapkan dapat meningkatkan akurasi peramalan 

kebutuhan obat, sehingga mengurangi risiko kekurangan atau kelebihan stok, serta meningkatkan efisiensi 

operasional dalam pengelolaan inventori farmasi.. 

4. KESIMPULAN 

Penelitian ini berhasil menunjukkan bahwa algoritma XGBoost memberikan performa terbaik 

dibandingkan dengan GRU dan Prophet dalam peramalan penjualan obat pada industri farmasi. Dengan nilai 

MSE terendah sebesar 16.1885 dan R-Squared mencapai 0.9646 pada rasio data latih dan uji 60%:40%, 

XGBoost terbukti mampu menghasilkan prediksi yang lebih akurat dan andal. Sebaliknya, algoritma Prophet 

menunjukkan performa yang kurang optimal, dengan sebagian besar hasil metrik evaluasi berada pada tingkat 

yang jauh lebih rendah, bahkan menghasilkan nilai R-Squared negatif. GRU, meskipun memiliki kemampuan 

menangani data sekuensial, juga tidak mampu menyaingi performa XGBoost.  

Hasil penelitian ini memberikan rekomendasi penting bagi industri farmasi untuk mempertimbangkan 

integrasi algoritma XGBoost dalam sistem manajemen persediaan obat mereka. Penerapan model ini diharapkan 

dapat mengurangi risiko stockout dan overstock, meningkatkan efisiensi operasional, serta memastikan 

ketersediaan obat secara berkelanjutan. Selain itu, penelitian ini juga membuka peluang untuk eksplorasi lebih 

lanjut terkait pengembangan model hybrid yang menggabungkan keunggulan XGBoost dengan algoritma 

berbasis neural network, seperti GRU, guna meningkatkan akurasi prediksi secara signifikan. 

Implikasi lain dari penelitian ini adalah pentingnya penggunaan dataset yang lebih besar dan beragam untuk 

memastikan generalisasi hasil. Penelitian selanjutnya dapat memanfaatkan data dari berbagai wilayah atau 

kondisi pasar yang berbeda untuk meningkatkan relevansi model dalam skala yang lebih luas. Dengan 

pendekatan ini, diharapkan pengelolaan rantai pasok farmasi dapat terus ditingkatkan untuk mendukung 

pelayanan kesehatan yang lebih baik. 
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